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第6讲 深度学习基础

主讲人：叶梓

上海交通大学博士

主要研究方向：机器学习、深度学习、人工智能

计算机视觉
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本章内容

o 深度学习基础

n 与传统神经网络的区别

n 目标函数

n 改进的梯度下降

n 避免过适应

o CNN初步介绍

n CNN的基本组件

n 卷积层的误差反向传播

n 池化层的误差反向传播
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深度学习与神经网络的区别

o 网络架构

n 3层以内可达上千层

o 层间连接

n 通常是全连接形式
多样：共享权值、跨
层的反馈等

o 目标函数

n MSECE等

o 激活函数

n Sigmoid等ReLU等

o 梯度下降的方法

n GD等Adam等

o 避免过适应

n 凭经验Dropout等
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选择合适的目标函数

o 均方误差：

o 交叉熵：
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交叉熵与均方误差

o 可以想象为交
叉熵目标函数
的最优值搜索

空间的“地形”更
“陡”，更有利于
快速的找到最
优值。
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Softmax层

o Softmax层的作用是突出“最大值”并转换成概
率的形式。
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梯度消失的直观解释

o 神经元的激活函数采
用Sigmoid函数，

o 则大部分情况下|w| < 
1，而Sigmoid的导数
σ' < 1/4。

Sigmoid的
导数



互联网新技术在线教育领航者

激活函数

o 2006年，人们(Hinton等)用RBM预训练的方式解
决梯度消失的问题；

o 到了2015年，人们用ReLU激活函数。

计算速度快
有生物学依据
更重要的是：
     能解决梯度消失问题



互联网新技术在线教育领航者

采用ReLU激活函数后

o 一些单元的输出
成了0，而另一
些则成了完全线
性的单元。

这也避免了调
整各层权重时
的“梯度消失”
的问题。
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学习步长

o 学习步长的设置是个难题：若学习步长过大，则目标函数
可能不降低；但若学习步长过小，则训练过程可能非常缓
慢。

o 解决之道：训练几轮后就按一些因素调整学习步长。

o 例如： ( ) / 1t t  



互联网新技术在线教育领航者

SGD的问题

o learning rate不易确定，如果选择的太小，收
敛速度会很慢；如果太大，loss function 就
会在极小值处不停地震荡甚至偏离。

o 每个参数的 learning rate 都是相同的，如果
数据是稀疏的，则希望对出现频率低的特征
进行大一点的更新。

o 深层神经网络之所以比较难训练，并不是因
为容易进入局部最小，而是因为学习过程容
易陷入到马鞍面中，在这种区域中，所有方
向的梯度值都几乎是 0。
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Momentum（动量）

o Momentum借用了物理中的动量概念，即，前
几次的梯度也会参与运算。

o 为了表示动量，引入了一个新的变量v。v是之
前的梯度的累加，但每回合都有一定的衰减。

o 前后梯度方向一致时，能够加速学习；前后梯
度方向不一致时,能够抑制震荡。
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Nesterov Momentum

o 对Momentum的一种改进：先对参数进行估
计，然后使用估计后的参数来计算误差。
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Adagrad

o 应该为不同的参数设置不同的学习步长。

o 梯度越小，则学习步长越大，反之亦然。

o 想象一下：在缓坡上，可以大步地往下跑；
而且陡坡上，只能小步地往下挪。

累加梯度的平方，
注意：永远是递增。
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RMSprop
o RMSprop是一种改进的Adagrad，通过引入一

个衰减系数，让r每回合都衰减一定比例。

o 这种方法很好的解决了Adagrad过早结束的问
题，适合处理非平稳目标，对于RNN效果很
好。

这里未必是递增，通过参

数来协调当前和过往。
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Adam
o Adam 这个名字来源于 adaptive moment 

estimation，自适应矩估计。
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一阶矩估计

二阶矩估计

o Adam本质上是带
有动量项的
RMSprop，它利用
梯度的一阶矩估计
和二阶矩估计动态
调整每个参数的学
习率。
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各种梯度下降算法的比较

o 左：在 MNIST 上训练多层神经网络

o 右：在CIFAR10上训练卷积神经网络
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各种梯度下降算法的比较

o 如果数据是稀疏的，就用自适用方法，即 
Adagrad, Adadelta, RMSprop, Adam。

o RMSprop, Adadelta, Adam 在很多情况下的效
果是相似的。通常，Adam 是最好的选择。

o 很多论文里都会用 SGD，没有 momentum 
等。SGD 虽然也能达到极小值，但是比其它
算法用的时间长，而且可能会被困在鞍点。

o SGD相对稳定——据说老司机都是开手动挡
的。
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关于算法选择的建议

o 1.首先，各大算法孰优孰劣并无定论。如果是刚入门，
优先考虑 SGD+Nesterov Momentum或者Adam.

o 2. 选择熟悉的算法——这样可以更加熟练地利用经验进
行调参。

o 3.充分了解数据——如果模型是非常稀疏的，那么优先
考虑自适应学习率的算法。

o 4. 根据需求来选择——在模型设计实验过程中，要快速
验证新模型的效果，可以先用Adam；在模型上线或者
结果发布前，可以用精调的SGD进行模型的极致优化。

o 5. 先用小数据集进行实验。有论文研究指出，随机梯度
下降算法的收敛速度和数据集的大小的关系不大。因此
可以先用一个具有代表性的小数据集进行实验。
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关于算法选择的建议

o 6. 考虑不同算法的组合。先用Adam进行快速下降，而
后再换到SGD进行充分的调优。

o 7. 数据集一定要充分的打散（shuffle）。这样在使用自
适应学习率算法的时候，可以避免某些特征集中出现，
而导致的有时学习过度、有时学习不足，使得下降方向
出现偏差的问题。

o 8. 训练过程中持续监控训练数据和验证数据上的目标函
数值以及精度或者AUC等指标的变化情况。对训练数
据的监控是要保证模型进行了充分的训练；对验证数据
的监控是为了避免出现过拟合。

o 9. 制定一个合适的学习率衰减策略。可以使用定期衰减
策略，比如每过多少个epoch就衰减一次；或者利用精
度或者AUC等性能指标来监控。
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Batch Normalization的由来

o 在CNN训练时，绝大多数都采用基于mini-
batch的随机梯度下降算法为基础的算法进行
训练；

o 随着输入数据的不断变化，及网络中参数不
断调整，网络的各层输入数据的分布则会不
断变化，

o 则各层在训练的过程中就需要不断的改变以
适应这种新的数据分布，从而造成网络训练
困难，难以拟合的问题。 
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Batch Normalization的步骤

o 在每次SGD时，通
过mini-batch来对相
应的activation做规
范化操作，使得结
果（输出信号各个
维度）的均值为0，
方差为1. 

o 最后的“scale and 
shift”操作则是为了
让因训练所需而“刻
意”加入的BN能够有
可能还原最初的输
入。
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避免过适应

o 只要在训练集图片中稍加一些噪声，学习机
就不能做出正确的判断。

o 过适应的根本原因：权重参数太多，而样本
量不足。

o 如何避免过适应？

n 早期停止训练

n 权重衰减

n Dropout
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早期停止训练

o 当目标函数在“验证集”上不再减小时，训练就应
该停止了。

o 不能一味追求“训练集”的误差减小。
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权重衰减

o 有些权重是“无用的”。
o 原梯度下降的公式：

o 经过“权重衰减”后的公式：

Lw w
w

 
 



(1 ) Lw w
w

  
  


其中， 为衰减率，例如可为0.01

近似为0

越来越小
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Dropout

o 每次更新参数前，按
一定的比例删减部分
神经元；

o 删减后整个网络变得
“更瘦”；

o 本质上，Dropout就
是用一小块数据来训
练一系列“子网络”；

o Dropout是“集成学习”
的一种。

训练时

测试时
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测试时权重应减小

o 测试时，使用所有的神经元，且权重应根据
删减比例缩小。 

训练时 测试时

可以手算的神经网络示例
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卷积神经网络（CNN）

CNN的基本组件
• 卷积层（Convolutional layer）

• 激活函数（Sigmoid, ReLU, ...）
• 池化层（Pooling layer）

• 平均池化（Average pooling）
• 最大化池化（Max pooling）

• 全连接层（Fully-Connected layer）
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卷积神经网络（CNN）

CNN卷积层

• 3通道（RGB）输入图片3D tensor
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卷积神经网络（CNN）

CNN卷积层

• 3D滤波器/卷积核

• 以扫描窗的方式，对图像做卷积

• 每层含有多个核，每个核对应一个输出通道

• 提取局部特征

• 权重参数需要学习
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输入图片 输出特征

滤波器库
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卷积神经网络（CNN）

CNN卷积层

• 3D滤波器/卷积核的超参数

• 滤波器/卷积核数量（output number）
• 核尺寸（kernel size）
• 步长（stride）
• 零填充（zero padding）

• 尺寸计算（W, H, D）

• W = （W – size + 2 * padding）/ stride + 1
• H = （H – size + 2 * padding）/ stride + 1
• D = output number
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零填充：1
核尺寸：3
   步长：2
核数量：5
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CNN卷积层

• 原理演示

• 输入图片32x32x3
• 卷积核5x5x3
• 卷积核数量6
• 输出特征28x28x6

卷积神经网络（CNN）
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感受野

Receptive field

特征点

图片
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卷积神经网络（CNN）

CNN卷积层

• 非线性激活函数

• Sigmoid
• ReLU（Rectified Linear Unit）
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卷积神经网络（CNN）

CNN卷积层

• ReLU激活函数

• 分段线性函数

• 无饱和问题，明显减轻梯度消失问题

• 深度网络能够进行优化的关键
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卷积神经网络（CNN）

CNN卷积层

• 组合简例

• 卷积步长大于1，有降维作用
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卷积层提取特征              ReLU激活                       卷积降维                      ReLU激活
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卷积神经网络（CNN）

CNN池化层

• 作用：特征融合，降维

• 无参数需要学习

• 超参数

• 尺寸（size）
• 步长（step）
• 计算类别

• 最大化池化（Max pooling）
• 平均池化（Average pooling）
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CNN-Softmax层
• 指数归一化函数

• 将一个实数值向量压缩到（0, 1）
• 所有元素和为1

• 最后一个全连接层对接1000-way的softmax层
• 得出1000类标签的概率值

• 用于构建loss

卷积神经网络（CNN）
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复习一下上节课

o al表示第l层的输出（a0是网络最开始的输入
），al=σ(zl) ；网络的激活函数假设都是 σ() 

o wl和 bl表示第l层的参数，zl是第l层神经元的
输入，即 zl=wlal−1+bl 。

o C表示 loss function，δl表示第l层的残差，

o 我们就得到第l层的残差:
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池化层的误差反向传播
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池化层的的误差反向传播

o 先考虑mean-pooling：得到的卷积层应该是
4×4大小，其值分布为(等值复制)左图：

o 由于需要满足反向传播时各层间残差总和不
变，所以卷积层对应每个值需要平摊：
n 除以pooling区域大小即可，这里pooling层大小

为2×2=4，
o 最后的卷积层值分布为右图：
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池化层的误差反向传播
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卷积层运算

o 假设我们要处理如下卷积操作：

o 这个操作乍看完全不同于全联接层的操作，可以把卷积操
作表示成下面的等式：

o 卷积操作一般是要把卷积核旋转 180 度再相乘的，但由于 
CNN 中的卷积参数本来就是训练过程“学”出来的，所以旋
不旋转，关系其实不大。
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卷积层运算的展开表示

o 左边青色的神经元表示 a11 到 a33，中间橙色的表示
 z11到 z22。

o 注意：青色和橙色神经元之间的权值连接用了不同
的颜色标出，紫色线表示 w11，蓝色线表示 w12，依
此类推。
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卷积层其实就
是一种特殊的
连接层，它是
部分连接的，
而且参数也是
共享的。
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卷积层的误差反向传播

o 先计算 δl−1。

o 假设 al−1 是前一层经过某些操作后得到的输出
，即 al−1= σ(zl−1)，同时也是本层的输入。
n 可能是激活函数，也可能是 pooling 层等，无论哪种

操作，都可以用 σ() 来表示

o 根据链式法则：
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 zl=wlal−1+bl 
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卷积层的误差反向传播
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卷积层的误差反向传播
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卷积层的误差反向传播
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卷积层的误差反向传播

o 第l-1层某个通道图，大小为3×3，第l层有2
个特征核，核大小为2×2，则在前向传播卷
积时第l层会有2个大小为2×2的卷积图。

o 假设2个特征核分别为：

o 反向传播求误差敏感项时，假设已经知道第l
层2个卷积图的残差：
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卷积层的误差反向传播

o 经过padding后的矩阵和对应的核进行卷积的
结果如下：
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卷积层的误差反向传播

o 第l-1层中每个通道图都对应有自己的残差，其
计算依据为第l层所有特征核的贡献之和。

o 即，求第i个通道的残差时需要将第l层的所有核
都计算一遍，然后求和。

o 本质上还是BP算法，只不过这里是有重叠的，
第l-1层中某个点会对第l层中的多个点有影响。
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卷积层的误差反向传播
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/52989301
o https://blog.csdn.net/u010089444/article/details

/76725843
o https://www.cnblogs.com/tornadomeet/p/34684

50.html
o http://jermmy.xyz/2017/12/16/2017-12-16-cnn-

back-propagation/
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问答互动

在所报课的课程页面，

1、点击“全部问题”显示本课程所有学员提问的问题。
2、点击“提问”即可向该课程的老师和助教提问问题。



互联网新技术在线教育领航者

LOGO

小象学院：互联网新技术在线教育领航者

– 微信公众号：小象学院

联系我们


